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Resumo: Este artigo tem como foco avaliacdo institucional que é um dos componentes do instrumento
da avaliacdo das instituicdes de ensino superior (IES), previsto no SINAES (Sistema Nacional de
Avaliacdo da Educacdo Superior), bem como a andlise dos resultados da avaliacdo realizada pelos
discentes quanto aos cursos superiores do IFS(Instituto Federal de Sergipe) no processo de
autoavaliacdo desta instituicdo no contexto da IA ( inteligéncia artificial ), utilizando a mineragéo de
dados e a técnica de classificacdo através do algoritmo, arvore de decisdo (decision tree)
implementado no software Rapindminer (versdo 5.2). Através da Mineracdo de dados foi possivel
descobrir a relevancia dos atributos(questdes) envolvidos no processo de autoavaliagdo com o
objetivo de detectar fragilidades e potencialidades da IES e fornecer aos gestores subsidios para
tomada de deciséo

Palavras- chave: Avaliagdo, SINAES, Mineracio de dados, Arvore de Decis&o

1. INTRODUCAO

O SINAES (sistema nacional de avaliagdo da educagdo superior) foi instituido pela lei 10.861,
de 14 de abril de 2004 com os objetivos de promover a melhoria da qualidade da educagéo superior e
orientar a sua expansdo bem como oferecer as instituigdes de ensino superior (IES) a oportunidade do
autoconhecimento acerca das suas potencialidades e fragilidades. O processo de autoconhecimento é
obtido através da avaliagdo interna realizada pelas IES de acordo com as normas estabelecidas no
roteiro de autoavaliagdo que foi concebido a partir da lei supra mencionada.

As IES encontram dificuldades para analise e interpretacdo dos dados obtidos durante o
processo de autoavaliacdo, pois 0 mesmo contém uma grande base de dados tendo em vista que toda a
comunidade académica participa da autoavaliacdo. Nesse contexto, o processo de descoberta de
conhecimento (KDD) pode contribuir com a descoberta de informagdes muitas vezes “escondidas”
nessas bases de dados, pois quando se utilizam apenas as técnicas triviais da estatistica as mesmas
normalmente ndo sdo percebidas. A mineracdo de dados como a principal etapa do KDD utiliza
técnicas automaticas para extrair novos padrfes e relacGes entre as varidveis (atributos) da base
analisada. Em geral, as técnicas utilizadas sdo: Analise de agrupamentos,Estatisticas descritiva,Regras
associativas e Arvore de decis3o.

O presente trabalho utiliza 0 método de pesquisa experimental através do software RAPID
MINER versdo 5.2 , um ambiente para aprendizagem de maquina e realizacdo de mineragdo de dados
com o objetivo de verificar as vantagens e desvantagens de modelos criados a partir dos algoritmos de
classificacdo. O processo de descoberta de conhecimento gerado através dos atributos da base
obedece as seguintes fases: Selecdo dos dados, Limpeza dos dados, Enriquecimento dos
dados, Transformacgédo dos dados, Mineracao dos dados e por fim a Apresentacdo e Anélise dos dados.
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A mineracdo de dados deste trabalho tem como foco a avaliacdo dos cursos superiores com 0
objetivo de descobrir novos conhecimentos e dessa forma contribuir para a tomada de deciséo da IES
visando corrigir fragilidades e manter ou melhorar as potencialidades rumo ao ensino de exceléncia.

1.1 - AVALIACAO INTERNA OU AUTOAVALIACAO.

A avaliacdo interna ou autoavaliacdo é um processo que permiti que IES construa o
conhecimento sobre sua realidade com o objetivo de cumprir com qualidade o seu papel no contexto
social onde esta inserida. A analise e interpretacdo dos dados obtidos na avaliacdo visam detectar
potencialidades e fragilidades da IES e servir como referencial para a tomada de decisdo no sentido de
corrigir os pontos fracos da instituicdo e implementar politicas educacionais que atendam as demandas
da comunidade . Esses dados também s&o utilizados para retroalimentar o planejamento estratégico da
IES. (SINAES,p. 11,2004)

“A avaliag@o € um processo ciclico,criativo, € renovador de analise ,interpretagdo e sintese das
dimensdes que definem a IES”(SINAES,2004,p.11)

1.1.1 - REQUISITOS DA AUTOAVALIACAO

Para que autoavaliacdo alcance bons resultados é imprescindivel que as seguintes condi¢des
sejam atendidas em sua totalidade. (SINAES, p. 12, 2004)

- Existéncia de uma equipe de coordenacéo;

- Participacéo de integrantes de todos os segmentos da IES;
- Compromisso explicito dos gestores da IES;

- Informacdes, coleta e dados sejam confiaveis;

- Uso efetivo dos resultados da avaliacdo

1.1.1.1 - ETAPAS DA AVALIACAO INTERNA

Os resultados da autoavaliacdo serdo submetidos aos especialistas no momento da avaliacéo
externa designada pelo MEC. assim, € preciso que esses dados reflitam a realidade da IES e que todas
as agdes decorridas face as avaliagOes internas estejam bem evidenciadas no relatorio de autoavaliacdo
e sejam amplamente divulgadas para comunidade. Recomendacdes de especialistas ho momento da
visita externa podem ajudar a IES a consolidar o seu processo de autoavaliacdo (SINAES,2004)

Para garantir um processo de avaliacdo interna que atenda as exigéncias do MEC é necessario
que ocorra as seguintes etapas:

- 1°etapa: Preparacéo
e constituicdo de uma comissdo composta por membros da comunidade académica;

e sensibilizagdo de todos os participantes da auto avaliacéo ;
o Elaboragdo do projeto de avaliacéo;
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- 22 Etapa: Desenvolvimento

e Coeréncia entre as acdes planejadas, a metodologia adotada e articulacdo entre os
participantes;

e Levantamento de dados e informagdes;

e Anédlise das informagdes e elaboracdo de relatorios parciais;

- 3% Etapa: Consolidacao

e Relatdrio final contendo uma anélise critica e isenta apontando a¢Ges de melhorias
para IES;

e Divulgagdo dos resultados da avaliacdo a comunidade académica ;

e Balanco critico do processo de auto avaliacéo.

1.2 - O PROCESSO DE DESCOBERTA DE CONHECIMENTO (KDD)

Criado para auxiliar o ser humano em descobrir informacgdes ocultas em bases de dados, tais
como tipos de padrdes comportamentais dos dados, o processo de “descoberta de conhecimento em
bases de dados” (KDD — Knowledge Discovery in Database) (Fayyad, 1996) transforma dados em
informacdo, podendo ser analisados e desta forma se tornar conhecimento Util. Segundo Carvalho
(2001), esse processo é interdisciplinar e envolve diversas areas, entre elas, estatistica e matematica,
banco de dados, aprendizado de maquina e reconhecimento de padrdes.

O processo de KDD, vislumbrado na Figura 1, é composto das atividades de Selegdo,
Processamento, Transformacdo, Mineracdo de dados e Interpretagdo (Kumar, 2006) e sdo definidas
como:

1. Selecéo de dados: trata-se da selecéo e coleta do conjunto de dados necessarios a descoberta
de conhecimento.

2. Pré-Processamento e limpeza (Processamento): aqui sdo removidas as informacOes
desnecessarias e sdo definidas estratégias para o tratamento de informagdes ndo consistentes e
irrelevantes.

3. Transformacdo: nesta etapa objetiva-se contornar eventuais limitacfes presentes em
algoritmos de descoberta de padrdes que serdo utilizados na fase de mineracdo de dados. Para isso 0s
dados s&o transformados para um formato adequado para aplicacdo do algoritmo selecionado. Dentre
0s tipos mais comuns pode-se citar a normalizacéo e discretizacdo de atributos quantitativos.

4. Mineracdo de dados: é a etapa do processo de descoberta de conhecimento foco do presente
trabalho, na qual ocorre a extracdo de padrbes que ndo estdo explicitos nos dados trabalhados. Esses
padrfes podem ser extraidos através de técnicas de classificagdo, agrupamento ou sumarizacdo
(Fayyad. 1996).

5. Interpretacdo: nesta momento os resultados obtidos sdo avaliados e interpretados cujo
objetivo é a transformacéo em conhecimento (til para o apoio a decisées.
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Figura 1 - Etapas do processo de KDD. Fonte: FAYYAD, 1996

a) Agdo 1
b) Agéo 2

1 Conhecimento
|

Algumas tarefas podem ser definidas como foco da mineragéo de dados, sdo elas: classificagéo,
associagdo e agrupamento (ou clusterizacdo) (KUMAR et al. , 2006). A classificacdo trata-se da
alocagdo de dados a partir de um conjunto de dados previamente utilizados como entrada ao
classificador chamado de base de treinamento. Assim, a tarefa de classificacdo é divida em duas
etapas: fase de treinamento e fase de teste. Na primeira, os dados sdo apresentados ao algoritmo de
aprendizagem para que este, por sua vez, efetue a construgdo um modelo de classificagcdo. Enquanto
gue na segunda etapa, 0 modelo é submetido a dados ainda desconhecidos pelo mesmo, e tem a
finalidade de alocar esses dados em classes (HAN, KAMBER,2006).

Para medicdo de desempenho do algoritmo de aprendizagem utilizado na mineracdo de dados €
a matriz da confusdo, que trata-se de uma ferramenta de visualizagdo usada tipicamente dentro
aprendizagem supervisionada (em ndo supervisionada aprendizagem é chamado tipicamente a matriz
combinando). Cada coluna da matriz representa os exemplos em uma classe predita pelo classificador,
guando cada linha representar os exemplos em uma classe real. Um beneficio de uma matriz da
confusdo é que é facil ver se o sistema estiver confundindo duas classes (isto é. geralmente
mislabelling um como outro).

2. MATERIAL E METODOS

No presente trabalho foi utilizado o algoritmo C4.5 (Quinlan, 1993) para construcdo de arvore
de decisdo, que é uma representacdo simples utilizada por vérios sistemas de aprendizagem de
maquina, e assim efetuar a classificacdo de dados, objetivando a busca pela relevancia dos atributos
envolvidos no processo de autoavaliagdo. O método préatico utilizado seréd a pesquisa experimental, na
qual foram feitos experimentos baseados nas aplicagdes do algoritmo.

2.1- Etapas do processo de descoberta de conhecimento na base de dados da Avaliacao
Institucional do IFS do ano de 2012

Durante o processo de descoberta de conhecimento seguiu-se as 4 etapas descritas no item 1.2,
que podem ser vislumbradas detalhadamente a seguir.

2.1.1 Etapa 1: Selecéo de dados

Nessa etapa foi obtida a base de dados da Avaliacdo Institucional do Instituto Federal de
Sergipe do ano de 2012, estando a mesma com a extensdo .sav, fruto do software SPSS, até entdo
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utilizado na instituicdo para realizar a tarefa de tabulacéo dos dados bem como a analise estatistica dos
mesmos.

Assim a base de dados escolhida para participacdo neste processo se refere a avaliacdo dos
discentes quanto ao seu curso, cujos instrumentos de avaliacdo possuem como repostas notas variando
de 1 a5, onde:

1: Desconheco;
2: Ruim;

3: Regular;

4: Bom;

5: Muito Bom;

2.1.2 Etapa 2: Limpeza e Transformacao dos dados

De posse da escolha do dominio a ser abordado (Avaliacdo Institucional, mais precisamente
avaliacdo do discente de curso superior no Instituto Federal de Sergipe) e obtida a base de dados, foi
executada a limpeza dos dados, para a definicdo de campos (atributos) relevantes ao processo de
Descoberta de Conhecimento e conversdao do rétulo dos mesmos, da modalidade de questdes
numeradas para atributos nominais, ficando assim mais significativos.

Também foi criado um atributo chamado Avaliagdo Curso para atuar como classe na base de
conhecimento, atributo cujo qual seré classificado o Curso em: Ruim, Regular, Bom, Muito Bom.

A base resultante desse processo contém 321 registros rotulados de acordo com os seguintes
atributos:

- Estrutura Curricular;

- Carga Horéria das Disciplinas;

- Carga Horéria Total,

- Laborat6rios Informatica;

- NUimero Docentes;

- Qualificagdo Docentes;

- Promocéo de Extensdo;

- Envolvimento Prof./Pesquisa;

- Envolvimento Alunos/Pesquisa;

- Articulacdo de Conteldos;

- Laboratérios Especificos;

- Aulas Praticas de campo;

- Curso e Mercado de Trabalho;

- Contribuicéo Disciplinas para Formag&o;

- Avaliacao Curso (Classe);

2.1.3 Etapa 3: Mineragéo

Através do software Rapid Miner 5.2, um ambiente de trabalho com algoritmos de
aprendizagem de maquina, foi realizada a mineracdo de dados, etapa principal do processo de
Descoberta de Conhecimento. A ferramenta supracitada fornece recursos de importacdo de dados,
algoritmos de classificacdo de dados, algoritmos de agrupamento, entre outros de grande utilidade no
processo de descoberta de conhecimento.

No presente trabalho foram utilizados os operadores: Decision Tree, Apply Model, Perfomance,
Weight by Relief.

Assim, construiu-se um modelo (Figura 2) de arvore de decisdo aplicando o algoritmo C4.5 e
posteriormente verificou-se a sua exatiddo quanto a predicdo da classe (Avaliacdo Curso) da base de
conhecimento, através de um recurso chamado matriz de confusdo.
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Figura 2: Processo no rapid Miner para construcdo da Arvore de Decisdo

Em seguida, na Figura 3, foi calculado o peso relativo aos atributos (questdes), e gerada a tabela
2 com os valores ja normalizados.
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Figura 3 - Calculo dos pesos dos atributos no Rapid Miner.
3. RESULTADOS E DISCUSSOES

A matriz de confusdo da tabela 1 revela que a arvore de decisdo representa
adequadamente os dados obtidos na avalia¢do institucional ,tendo em vista a precisdo de
94,39% do classificador.Ressalta-se que o conceito muito bom teve uma previsdo de 71,43%
devido a baixa na base em estudo. A tabela 2 mostra os pesos relativos aos atributos da base
revelando a importancia dos mesmos no processo de autoavaliagéo.

Tabela 1 - Matriz de Confusao

Accuracy: 94,39%

True Bom | True Regular | True Muito Bom | True Ruim | Class precision
Pred. Bom 153 3 2 96,84%
Pred. Regular 6 131 0 1 94,93%
Pred. Muito Bom 1 0 5 83,33%
Pred. Ruim 2 3 0 14 73,58%
Class Recall 94,44% 95,62% 71,43% 93,33%
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Tabela 2 - Matriz com pesos e normalizacdo dos Atributos.

Atributo Peso Normalizacdo | Frequéncia
Qualificacdo Docentes 0 0 0,00%
Carga Horaria Total 0,34 0,05 5,23%
Carga Horaria Disciplinas 0,06 0,01 0,92%
Promocao de Extensdo 0,249 0,04 3,83%
Laboratdrios Especificos 0,247 0,04 3,80%
Estrutura Curricular 0,431 0,07 6,63%
Contribui¢do Disciplinas para Formacao 0,436 0,07 6,71%
Aulas Praticas de Campo 0,483 0,07 7,43%
NUmero Docentes 0,517 0,08 7,96%
Curso e Mercado de Trabalho 0,565 0,09 8,69%
Articulagdo de Contetdos 0,635 0,10 9,77%
Laboratérios de Informética 0,711 0,11 10,94%
Envolvimento Prof/Pesquisa 0,825 0,13 12,69%
Envolvimento Alunos/Pesquisa 1 0,15 15,39%

6. CONCLUSOES

Apos analise dos resultados obtidos através da mineragdo de dados com a utilizagdo do Rapid
Miner foi necessario normalizar os dados da tabela.. para um melhor entendimento dos resultados
obtidos visando dar seméantica aos mesmos e identificar os problemas de relevancia da avaliagdo dos
discentes quanto aos cursos do IFS. Os pesos atribuidos aos atributos da base deve servir como estudo
por parte dos gestores do IFS como ferramenta de apoio a deciséo.
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